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Einleitung
In den vergangenen Jahrzehnten wurde eine Vielzahl
von Mikrofonarraymethoden entwickelt, die von be-
sonderer Bedeutung in der akustischen Forschung und
Entwicklung sind. Die Methoden werden vorrangig
dazu verwendet, die Position und Stärke räumlich
verteilter Schallquellen zu ermitteln. Bisher wurden
solche Charakterisierungsprobleme häufig mit konven-
tionellen Verfahren gelöst, die ein Suchpunktraster
für die Berechnung der Quellcharakteristiken erfor-
dern [13]. Eine diskrete räumliche Abtastung bedeutet
jedoch oft einen Kompromiss zwischen Genauigkeit
und hohem Rechenaufwand. Zusätzlich ist die Orts-
auflösung bei schnellen Methoden wie Conventional
Beamforming (CB), CLEAN-SC [18] und Orthogonalem
Beamforming (OB) [16] nur unzureichend, wenn das
Rayleigh-Kriterium verletzt wird [14].
Kürzlich wurden verschiedene Ansätze zur hoch-
auflösenden oder gitterfreien Charakterisierung
von Schallquellen mit konventionellen Verfahren
veröffentlicht [8, 15, 19, 5]. Diese haben jedoch oft einen
erhöhten Rechenaufwand [8, 5] und benötigen zum Teil
Vorwissen hinsichtlich der Quellenanzahl [8]. Alternativ
zu konventionellen Verfahren werden seit einigen Jahren
auch zunehmend datengestützte Mikrofonarrayverfahren
eingesetzt, die auf neuronalen Netzen basieren und mit-
tels überwachtem Lernen trainiert werden [9, 4, 11]. Die
Rechenanforderungen verlagern sich dabei hauptsächlich
auf den Trainingsprozess, wodurch sich ein vielverspre-
chender Lösungsansatz zur Erzeugung von schnellen und
gleichzeitig präzisen Mikrofonarraymethoden ergibt.
In dieser Arbeit wird eine Deep Learning (DL) Methode
zur gitterfreien Charakterisierung von Schallquellen
unter Verwendung einer Transformer Architektur vorge-
stellt, die ausschließlich mit simulierten Daten trainiert
wird. Im Gegensatz zu bereits bekannten gitterfreien
Modellarchitekturen erfordert der vorgestellte Ansatz
ein einzelnes Modell, um eine unbekannte Anzahl von
Quellen zu charakterisieren. Die Leistungsfähgkeit der
Methode wird durch einen Vergleich mit CB, OB und
CLEAN-SC anhand experimenteller Daten bewertet.

Methode
Es wird ein lineares Schallausbreitungsmodell verwendet,
wobei sich der komplexe Schalldruck im Frequenzbereich
aller M Empfänger, hervorgerufen durch J räumlich ver-
teilte Quellen, folgendermaßen ergibt:

p = Hq + n. (1)

In Gleichung 1 beinhaltet die Matrix H ∈ CM×J

die Transferfunktionen zwischen Quelle und Empfänger,

q ∈ CJ enthält den Schalldruck aller Quellen und
n ∈ CM beschreibt eine additive Störung in Form von
unkorreliertem Rauschen.

Modellarchitektur

Ein neuronales Netz FNN : CM×M → E schätzt eine fe-
ste Menge von Quelleigenschaften E = {ŷi | i = 1, . . . , I}
basierend auf einer Schätzung der Kreuzspektralmatrix
(CSM). Hierbei ist ŷi ∈ R2 × R+ ein Tupel, das die Po-
sition r̂i ∈ R2 in einem planaren Fokusbereich und die
Stärke âi(r0, ω) ∈ R+ enthält. Eine Schätzung der CSM
wird in dieser Arbeit durch Anwendung der Welch Me-
thode [21] für eine Anzahl von B Mittelungen mit

Ĉ =
1

B

B∑
b=1

ppH (2)

bestimmt.
Die verwendete Modellarchitektur ist abgeleitet vom Vi-
sion Transformer (ViT) Modell [6], bestehend aus ei-
nem Encoder und einem mehrschichtigen Perzeptron
(MLP). Da der Encoder eine Sequenz von reellen Vek-
toren verarbeitet, wird die CSM in einem Vorverarbei-
tungsschritt zunächst durch Eigenwertzerlegung in Ei-
genvektoren und Eigenwerte zerlegt. Anschließend wird
jeder Eigenvektor mit dem zugehörigen Eigenwert ska-
liert, woraus sich die komplexen Eigenmoden der CSM er-
geben. Anschließend werden Real- und Imaginärteil ver-
bunden, sodass sich eine reelle Vektorsequenz ergibt. Die-
se dient als Eingangsdatensequenz für den Transformer
Encoder. Der Encoder folgt der ViT-Base-Architektur
mit 12 Verarbeitungsblöcken, einschließlich Multi-Head
Self-Attention-Schichten. Am Ausgang des Encoders wer-
den die Merkmale von einem MLP mit zwei Schich-
ten und 512 Neuronen pro Schicht verarbeitet und ei-
ne Menge normalisierter Quellcharakteristika E ausge-
geben. In dieser Arbeit besteht die Ausgabeschicht aus
30 Knoten (d. h. I = 10 Quellkomponenten). Auf die
Schätzungen für die Quellstärke wird zusätzlich eine
Softmax-Aktivierungsfunktion [2] angewendet.

Modelloptimierung

Die Optimierung der Modellparameter erfolgt durch
überwachtes Lernen. Damit das Modell in der Lage ist,
eine variable und unbekannte Anzahl an Quellen zu
schätzen, werden die Schätzungen des Modells als Quell-
komponenten aufgefasst, die während des Trainings den
vorhandenen Quellen zugeordnet werden müssen. Nach
erfolgtem Training soll das Modell dann in der Lage sein,

DAGA 2023 Hamburg

110



jede vorhandene Quelle durch eine Menge von Quellkom-
ponenten Sj zu repräsentieren.
Die Zuordnung von Schätzungen zu den wahren Quellen
unterliegt folgenden Anforderungen:

• jede Schätzung gehört ausschließlich zu einer Quelle

• jede Quelle wird durch mindestens eine Schätzung
repräsentiert

• die Kardinalität der Quellkomponentenmengen
muss gleich oder ähnlich sein

Eine optimalen Zuordnung gemäß der genannten Anfor-
derungen kann durch das constraint k-means Verfahren
[3] erreicht werden.

min
T

I∑
i=1

J∑
j=1

Ti,jρi,j (3a)

subject to

I∑
i=1

Ti,j ≥ τ, j = 1, . . . , J (3b)

J∑
j=1

Ti,j = 1, i = 1, . . . , I (3c)

Ti,j ≥ 0, i = 1, . . . , I, j = 1, . . . , J, (3d)

Dabei ist ρi,j = ∥ρ̂i − ρj∥2 der Apertur normierte
räumliche Abstand zwischen der i-ten Schätzung und der
j-ten Quelle. Die Variable Ti, j ∈ {0, 1} definiert die Zu-
ordnung der i-ten Schätzung zur j-ten Quelle. Die mini-
male Anzahl zugeordneter Schätzungen ist durch τ defi-
niert, die sich aus τ = ⌊ I

J ⌋ ergibt.
Nach erfolgter Zuordnung kann der Trainingsfehler

L =

J∑
j=1

∑
ρ̂k∈Sj

∥∥ρj − ρ̂k

∥∥
2
+ λ

αj −
∑

α̂k∈Sj

α̂k

2

(4)

berechnet werden, wobei α der normalisierten
Quellstärke mit ∥α∥1 = 1 entspricht. λ gewichtet
das Verhältnis von Abstands- und Integrationsfehler und
ist in dieser Arbeit λ = 5.

Training und Validierung

Der Transformer wurde auf zwei 1/3 Oktavbänder mit
den Mittenfrequenzen He = 4 und He = 2 trainiert, wo-
bei die Helmholtzzahl

He =
f · da
c0

(5)

eine dimensionslose Darstellungen der Frequenz f (Hz)
ist. Als Datengrundlage diente das AcouPipe Frame-
work mit einer Gesamtzahl von 50 Millionen syntheti-
schen Datensätzen [10]. Das Training der Modelle er-
folgte über 250 Epochen unter Verwendung von 100
Datensätzen pro Optimierungsschritt. Eine Epoche be-
stand aus 2000 Optimierungsschritten. Der Adam Op-
timierungsalgorithmus [12] wurde mit einer Schrittwei-
te von α = 0.25 · 10−3 und Regularisierung (η =

10−5) angewendet. Schließlich wurden CB, CLEAN-SC,
OB und der Transformer auf experimentelle Daten aus
vier Lautsprecher-Messungen mit einem 64-Kanal Mi-
krofonarray mit Apertur da = 1.46m in reflektionsfrei-
er Umgebung angewendet. Die Lautsprecher wurden in
einem Quadrat mit einer Kantenlänge von 0.19da an-
geordnet und wurden mit unkorreliertem weißen Rau-
schen betrieben. Für die Auswertung mit OB wurden
die stärksten zehn Eigenwerte berücksichtigt. Eine detail-
lierte Beschreibung des zugrunde liegenden Messaufbaus
wurde in [11] veröffentlicht.

Ergebnisse
Quellkartierungen

Abb. 1 zeigt die Ergebnisse für gleichstarke Lautspre-
cher über 1/3-Oktavbänder bei He = 4 (obere Reihe)
und 2 (untere Reihe). Die Lautsprecher sind durch graue
Kreisflächen dargestellt. Zur Evaluierung hinsichtlich der
Genauigkeit der Quellstärkenschätzung wurden Integra-
tionssektoren (schwarz) festgelegt. Der integrierte relati-
ve Schalldruckpegel jeder Quelle ist in der oberen Hälfte
der Kartierungen abgebildet. CB und CLEAN-SC sind
in der Lage die vier Lautsprecherpositionen bei He = 4
aufzulösen. Dasselbe gilt für den Transformer, der Quell-
komponentencluster mit sehr geringer Streuung und die
größte Genauigkeit bei der Quellstärkenschätzung auf-
weist. OB liefert hier unpräzise Ergebnisse, da bei Vor-
handensein von gleichstarken Quellen die Quellpositionen
nur unzureichend aufgelöst werden können. Bei He = 2
verschlechtert sich die Leistungsfähigkeit aller Verfahren,
da die räumlichen Abstände der Quellen das Ralyleigh
Resolution Limit RRL = 1.22 dz

He mit dz = 0.5da unter-
schreiten. Während bei CB, OB und CLEAN-SC Quellen
auch außerhalb der Integrationssektoren gefunden wer-
den, liegen alle vom Transformer geschätzten Quellkom-
ponenten innerhalb der Sektoren. Darüber hinaus ist ein
sehr geringer Schätzfehler hinsichtlich der Quellstärke
auffällig.
Ein ähnliches Bild ergibt sich bei der Betrachtung un-
terschiedlich starker Quellen in Abb. 2. Der emittierte
Schalldruckpegel gemessen am Referenzort wurde in 6
dB Schritten sukzessive abgesenkt, sodass sich eine Pe-
geldifferenz von 18 dB zwischen der stärksten (Lautspre-
cher 1) und der schwächsten Quelle (Lautsprecher 4) er-
gibt. Bei He = 4 sind alle Verfahren in der Lage die
Quellpositionen akkurat abzubilden. Auffällig ist jedoch
der Schätzfehler hinsichtlich der schwächsten vorhande-
nen Quelle. Dieser ist beim Transformer höher als bei den
Vergleichsverfahren. Eine mögliche Ursache lässt sich bei
Betrachtung der verwendeten Trainingsdaten und der zu-
grunde liegenden Zufallsverteilung der Quellstärken iden-
tifizieren. Wie in [7], folgt der quadratische Schalldruck
einer Quelle in den Trainingsdaten einer Rayleigh Ver-
teilung mit σR = 5. Wie in [7, Abb. 5] zu erkennen ist,
kommen maximale Pegeldifferenzen von mehr als 16 dB
während des Trainings jedoch praktisch nicht vor. Bei
He = 2 ist für alle konventionellen Verfahren eine Rekon-
struktion nur für die stärkste Quelle mit ausreichender
Genauigkeit möglich, während der Transformer auch die
Positionen und Stärke der Quellen (2) und (3) rekonstru-
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Abbildung 1: Experimentelle Ergebnisse mit gleichstarken Lautsprechern (grau) für 1/3 Oktavbänder (He = 4 (oben), He = 2
(unten)). Die Farbskalierung repräsentiert den relativen Schalldruckpegel am Referenzort bezogen auf die stärkste Quelle.
Integrationsergebnisse über verschiedene Sektoren (schwarz, Radius ra = 0.05da) sind in der oberen linken und rechten Ecke
abgebildet.
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Abbildung 2: Experimentelle Ergebnisse mit unterschiedlich starken Lautsprechern (grau) für 1/3 Oktavbänder (He = 4

(oben), He = 2 (unten)) mit einer relativen Pegeldifferenz bezogen auf die stärkste Quelle von ∆L(2) = −6 dB, ∆L(3) = −12 dB
und ∆L(4) = −18 dB gemessen am Referenzort. Integrationsergebnisse über verschiedene Sektoren (schwarz, Radius ra = 0.05da)
sind in der oberen linken und rechten Ecke abgebildet.

ieren kann.

Rechenleistung

Die Implementierung des Transformers erfolgte mit Hil-
fe der TensorFlow API [1] und ist somit unterschiedlich
zu den Vergleichsverfahren [17]. Um einen fairen Ver-
gleich hinsichtlich der Rechenleistung zu ermöglichen,

wurden zusätzlich zur benötigten Rechenzeit auch die
Anzahl der floating point operations (FLOPs) mit Hil-
fe der performance API (PAPI) [20] dokumentiert. Die
mittlere Rechenzeit wurde für alle Verfahren auf einem
PC mit 48 CPU Threads (Intel® Xeon® Silver 4214R
CPU @ 2.40GHz) gemessen. Zusätzlich wurde die Re-
chenzeit des Transformers auf einer GPU (NVIDIA Ge-
Force RTX 3090) evaluiert. Die Berechnungszeit für die
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Tabelle 1: Gemessene FLOPs und mittlere Rechenzeit
(CPU: Intel® Xeon® Silver 4214R CPU @ 2.40GHz, GPU:
NVIDIA GeForce RTX 3090)

CB OB CLEAN-SC Transf.
FLOPs 8 · 107 2.1 · 108 1.4 · 109 3.7 · 108
TCPU (s) 2.5−3 0.1 0.9 0.2
TGPU (s) – – – 0.1

CSM ist nicht in den Ergebnissen enthalten. Tab. 1 zeigt,
dass eine Vorhersagen mit dem Transformer in deutlich
kürzerer Zeit als z. B. mit CLEAN-SC erreicht wird.
Wird eine GPU verwendet, ist eine Schätzung ähnlich
schnell möglich, wie mit OB. Ein Vorteil der vorgestellten
Methode ist die Unabhängigkeit von Hyperparametern.
Für CLEAN-SC hängt die benötigte Rechenzeit sowohl
von der Anzahl der Gitterpunkte als auch von der Anzahl
der Iterationen ab. Bei OB ist zusätzlich die Anzahl der
betrachteten Eigenwerte bzw. Eigenvektoren ausschlag-
gebend für die Effizienz der Methode. Für den Transfor-
mer ist die Rechenzeit und die Anzahl der FLOPs hinge-
gen konstant.

Zusammenfassung und Ausblick
In dieser Arbeit wurde ein neuartiger Ansatz für eine git-
terfreie Quellencharakterisierung mit Deep Learning un-
ter Verwendung einer einzigen Transformer-Architektur
zur Charakterisierung einer unbekannten Zahl von Quel-
len vorgestellt. Eine besondere Stärke des Verfahrens
ist die Rekonstruktionsfähigkeit bei tiefen Frequenzen
und die konstante Rechenlaufzeit. Zukünftige Arbeiten
sollten die Anwendung der Methode in komplexen aku-
stischen Umgebungen wie z. B. reflektionsbehafteten
Räumen untersuchen.
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