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Einleitung
In den letzten Jahren wurden große Anstrengungen un-
ternommen, um die Qualität numerischer Modelle für
vibroakustische Systeme im Automobilbereich zu ver-
bessern. Trotz immer komplexerer Modelle ist jedes Sy-
stem und Modell mit einer inhärenten Varianz behaftet,
die sich nicht mit vertretbarem Zeitaufwand modellieren
lässt. Oft ist der Varianzbereich notwendig, um eine Vor-
stellung von der Robustheit der Lösung zu bekommen.
Um die Varianz des Modells zu bestimmen, müssen vie-
le Auswertungen berechnet werden, was angesichts der
Komplexität der numerischen Modelle viel Zeit und Res-
sourcen in Anspruch nimmt.
Bei hochdimensionalen Systemen, wie der strukturdyna-
mischen Admittanzantwort einer Autokarosserie, müssen
viele Stichproben gezogen werden, um die unbekannte
Wahrscheinlichkeitsverteilung zuverlässig zu modellieren.
Um das zu vermeiden, muss die Verteilung des Modells
gelernt werden. In diesem Beitrag wird ein Ansatz vorge-
stellt, der ein neuronales Netz mit besonderer Struktur,
der Variational Autoencoder (VAE), verwendet. Der Au-
toencoder kombiniert ein Encoder Netz mit einem De-
coder Netz, um die Transformation von einer (latenten)
Basisverteilung zu einer Approximation der echten Ver-
teilung zu lernen. Diese Struktur ermöglicht nicht nur,
die zugrundeliegende Verteilung zu approximieren son-
dern diese anschließend durch Entkopplung des Decoder-
Netzes vom Encoder zu sampeln. Die einfach zu gene-
rierenden, künstlichen Stichproben des Decoders haben
gleiche Eigenschaften wie die Trainingsstichproben. Der
Variational Autoencoder funktioniert daher als Ersatz-
modell für die zu modellierende Verteilung.

Modell
Im Folgenden wird ein reines Karosseriemodell betrach-
tet, das mit Hilfe eines gängigen Simulationstools (Fini-
te Elemente Methode) diskretisiert wird. Die Anbauteile
(z.B. Türen, Tank, etc.) werden in diskreten Massen und
Steifigkeiten zusammengefasst und an der Karosserie an-
gebracht. Anschließend wird das Fahrzeugmodell mit vier
synchronen Kräften an der Hinterachse angeregt und die
strukturdynamische Admittanzantwort bestimmt (siehe
schematische Abbildung in Veröffentlichung [1]). Die An-
regungsfrequenz wird zwischen 30Hz und 120Hz in 0.2Hz
Schritten verfahren, wodurch sich eine Admittanzantwort
über der Frequenz ergibt zu
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k
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Die in dieser Arbeit betrachteten Admittanzkurven wur-
den für eine beispielhafte Position in z-Richtung erzeugt.
Durch verschiedene Ausstattungsvarianten kommt es
zu variierenden Masse- und Steifigkeitsverteilungen im
Fahrzeug. Es hat sich gezeigt, dass die unterschiedli-
chen Masse und Steifigkeitsverteilungen an der Karosse-
rie großen Einfluss auf die Admittanzantwort haben. Die
Admittanzverläufe über die Frequenz unterscheiden sich
so stark, dass für Y eine deterministische Betrachtung
nicht mehr ausreicht. Um eine realitätsnahe Abbildung
zu ermöglichen muss die Admittanzantwort im weiteren
Verlauf als Zufallsvariable Y mit einer Verteilungsfunk-
tion p(y) modelliert werden

Y : y(f) ∼ p(y(f)). (2)

Ziel der Karosseriesimulation ist es mit Hilfe der Ergeb-
nisse ein Ersatzmodell zu erstellen. Um ein entsprechen-
des Ersatzmodell zu realisieren ist u.a. die Admittanzant-
wort in vielen Modellen als Eingabe notwendig. Um den
Einfluss der Admittanz auf das Ersatzmodell voll zu er-
fassen, müssen von der Zufallsvariable Y Admittanzkur-
ven über der Frequenz y(f) gezogen werden s. Gl. (2).
Für detaillierte Simulationen oder Messungen ist das sehr
aufwändig. Es ist daher sinnvoll im Vorhinein die Ge-
samtverteilung p(y(f)) mit Hilfe einiger Messungen/ Si-
mulationen zu bestimmen und eine Ersatzverteilung zu
erstellen. Diese Herangehensweise reduziert den notwen-
digen Mess- bzw. Simulationsaufwand signifikant.

Anforderungen an die Methode
Bei der Erstellung einer Ersatzverteilung für die fre-
quenzabhängige Admittanzantwort gibt es zwei entschei-
dende Anforderungen an die Approximationsmethode.
Erstens, die Methode muss in der Lage sein verschiedene
Verteilungsarten zu approximieren. Für jede Anregungs-
frequenz f kann eine einzelne Admittanzverteilung pf
bestimmt werden, die mitunter sehr unterschiedlich sind
(z.B. normalverteilt, log-normalverteilt, etc.)

Yf : yf ∼ pf (yf ). (3)

Zweitens, die Zufallsvariable Y muss als eine mehrdi-
mensionale Verteilung p(y) s. Gl. (2) mit kovarianten
Einzelverteilungen cov (pf1(yf1), pf2(yf2)) ̸= 0 betrachtet
werden. Anschaulich beschrieben entspricht eine Admit-
tanzkurve y(f) der multivariaten Zufallsvariable Y ei-
ner möglichen Ausstattungsvariante (und der damit ein-
hergehenden Gewichtsverteilung), die über verschiedene
Anregungsfrequenzen simuliert bzw. gemessen wird. Ei-
ne Admittanzkurve y(f) kann nicht durch willkürliche
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Kombination von Admittanzantworten

y(f) ̸= [yf1=30Hz, yf2 , ..., yfn=120Hz] (4)

aus voneinander unabhängigen Einzelverteilungen
pf1=30Hz, ..., pfn=120Hz erstellt werden. In der Anwen-
dung entspräche das einer willkürlichen Kombination
von Ausstattungsvarianten innerhalb einer Admittan-
zantwortkurve und bildet nicht die Realität ab. Die
Kovarianz der Zufallsvariablen Yf ist daher bei der
Erstellung der Ersatzverteilung zu berücksichtigen. Im
Folgenden wird die Frequenzabhängigkeit der Stich-
proben im Sinne einer aufgeräumten Notation entfernt
y(f) −→ y.

Methode - Variational Autoencoder
Der Variational Autoencoder erfüllt die oben auf-
geführten Anforderungen für die Approximation der Ziel-
verteilung p(y). Das VAE-Netzwerk lässt sich in Enco-
der und Decoder unterteilen. Der Encoder transformiert
die Stichproben y der (unbekannten) Ursprungsvertei-
lung p∗(y) in einen Zwischenraum z bzw. latenten Raum

p∗(y)
T (y)−−−→ pθ(z). (5)

Die latente Zielverteilung p(z) wird im Vorhinein defi-
niert und ist in der Regel eine simple, parametrisier-
te Verteilung (in diesem Fall Standardnormalverteilung).
Die Encodergewichte kontrollieren dabei die Güte der ap-
proximierten Verteilung pθ(z) und werden im Trainings-
prozess entsprechend optimiert. In vielen Anwendungen
z.B. der Bildverarbeitung beinhaltet die Transformation
eine drastische Dimensionsreduktion. Ziel ist es, integra-
le Variablen, die bestimmte Bildeigenschaften (z.B. Ro-
tationswinkel eines gezeigten Objekts) kontrollieren, im
latenten Raum zu identifizieren. Für die Approximati-
on der Admittanzantwort wird diese Eigenschaft nicht
benötigt. Die Dimension des latenten Raums ist somit
(vorerst) frei wählbar. Das Decodernetz transformiert
T−1(z) die Stichproben z von der (optimalen) latenten
Darstellung p(z) zurück in den Ursprungsraum (abhängig
von den Decodergewichten Ψ)

p(z)
T−1(z)−−−−→ pΨ(y), (6)

mit dem Ziel die zugrundeliegende Verteilung der Admit-
tanzantwort zu approximieren. Die beiden Netzteile wer-
den als Einheit trainiert, wobei der Decoder als generati-
ves Ersatzmodell später entkoppelt wird (s. Abb. 1). Be-
vor der Decoder entkoppelt werden kann müssen die Mo-
dellparameter optimiert werden. Die ursprüngliche For-
mulierung über den Satz von Bayes ist ein stochastisches
Problem. Diese Probleme werden über probabilistische
Methoden wie beispielsweise Bayes’sche Inferenz gelöst.
Eine andere Möglichkeit besteht darin das stochastische
Problem in ein Optimierungsproblem umzuformulieren
(Variational Inferenz (VI)) [2]. Die folgende Formulie-
rung ergibt sich unter Einbeziehung von u.a. Jensen’s Un-
gleichung [3] [4]. Die Notation wird im Folgenden stark
vereinfacht dargestellt. Die latenten Verteilungen werden
u.a. ohne Abhängigkeit vom verwendeten Trainingsda-
tensatz y notiert und werden damit nicht als Likelihood-
Funktionen angeschrieben. Diese Maßnahme verbessert

Encoder Decoder/ Generator

p∗(y)

pθ(z)

pΨ(y)

p(z)

DKL(pθ(z)
∣∣∣∣p(z))

T (y) T−1(z)

Abbildung 1: Einfache schematische Darstellung eines VAE
Netzwerks. Die beiden Teile des Netzwerkes Encoder (grau)
und Decoder (schwarz) sind für das Training im latenten
Raum gekoppelt. Für den generativen Gebrauch des Modells
wird der Decoder entkoppelt ausgeführt.

im Folgenden die Zugänglichkeit für Leser mit weniger
stochastischem Hintergrund [5]

Ez∼pθ(z)

[
log

(
pΨ(y, z)

pθ(z)

)]
︸ ︷︷ ︸

=Lθ,Ψ(y) (ELBO)

=

log pΨ(y)−DKL

(
pθ(z)

∥∥ p(z)) ≤ log pΨ(y).

(7)

Die Notation DKL(·) bezeichnet die Kullback-Leibler Di-
vergenz (KL-Divergenz), die ein Maß für die Verschie-
denheit zweier Verteilungen darstellt. In diesem Fall wird
die Differenz zwischen der transformierten Verteilung des
Encoders pθ(z) und der exakten latenten Verteilung p(z)
bestimmt. Die Abkürzung ELBO bezeichnet die ’Evi-
dence Lower Bound’ und stellt damit die untere Grenze
für die Lösung des Optimierungsproblems dar. Die Glei-
chung kann auf mehrere Arten interpretiert werden. Mit
der anzunähernden Zielfunktion pΨ(y) ist leicht zu erken-
nen, dass die untere Grenze Lθ,Ψ(y) maximiert werden
muss. Im Gegenzug bedeutet das eine Minimierung der
KL-Divergenz [6]

argmax
θ,Ψ

[Lθ,Ψ(y)] =̂ argmin
θ

[
DKL(pθ(z)

∥∥p(z))] . (8)

Die beiden Ausdrücke sind äquivalent und in der aktuel-
len Konfiguration ist nur für die Divergenz ein berechen-
barer Ausdruck angegeben. Daher wird im Folgenden der
Ausdruck der KL-Divergenz optimiert. Für die sog. ’Ma-
ximum Likelihood’ (ML) Zielfunktion DKL(pθ(z)

∥∥p(z))
ist der Optimierungsoperator nur von den Parametern
des Encoders θ abhängig. Diese reduzierte Anforderung
beeinflusst das Training des VAE-Netzwerks nicht. En-
coder und Decoder können weiterhin gekoppelt trainiert
werden.
Neben dem VI Regularisierungsterm wird die Appro-
ximationsgüte des VAE-Netzes durch einen klassischen
Rekonstruktionsfehlerterm kontrolliert. In Kombination
mit der zuvor hergeleiteten KL-Divergenz ergibt sich die
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vollständige Optimierungszielfunktion zu [3]

Lθ,Ψ(y) = − CE(Dy,Dy∼pΨ(y))︸ ︷︷ ︸
Rekonstruktionsterm

+ DKL(pθ(z)
∥∥p(z))︸ ︷︷ ︸

V I Regularisierungsterm

.

(9)

Gleichung (9) ist gleichzeitig die klassische Verlustfunk-
tion des VAE-Netzwerks. Der Rekonstruktionsterm wird
in diesem Fall mit dem ’Cross Entropy’ (CE) Fehlermaß
bestimmt. Dabei werden die Trainingsdaten Dy mit den
rekonstruierten Daten des Decoders Dy∼pΨ(y) verglichen.
Andere Fehlermaße wie der weit verbreitete mittlere qua-
dratische Fehler liefern nur mit zusätzlichen Probleman-
nahmen sinnvolle Ergebnisse.

Anwendungsbezogene Anpassungen der
Methode
Für die Anwendung auf die Admittanzantwort der
Fahrzeugkarosserie waren im Wesentlichen zwei Er-
weiterungen der Standardmethode notwendig. Erstens,
die ursprünglichen Daten wurden normalisiert. Diese
Änderung basiert auf der verallgemeinerten Betrachtung
des Problems als ’Normalizing Flow’. Die Kernbedingung
dieses Ansatzes fordert, dass die Transformation der Ver-
teilungsfunktionen invertierbar und ableitbar ist. Solche
Transformationen werden auch als Dipheomorphismus
bezeichnet. Darüber hinaus muss die Dimension der Ver-
teilungen erhalten bleiben. Der latente Raum des VAE
ist somit nicht mehr beliebig dimensional, sondern muss
die gleiche Dimension wie die Eingangsverteilung besit-
zen. Allgemein wird die Transformation einer Normali-
zing Flow Methode durch [7]

pz(z) = py(y) ·
∣∣detJT ∣∣−1

= py(T
−1(z)) ·

∣∣detJT−1

∣∣
(10)

mit y = T−1(z) (11)

beschrieben. Der zusätzliche Index neben den Verteilun-
gen py(·), pz(·) zeigt an auf welche Zufallsvariable Y,Z
sich die Verteilungsfunktion bezieht. Encoder und Deco-
der des VAE können im Sinne der Normalizing Flows als
Hin- T (y) bzw. Rücktransformation T−1 der originalen
bzw. latenten Verteilungsfunktion betrachtet werden.
Es kann gezeigt werden, dass mehrere aufeinanderfol-
gende diffeomorphe Transformationen verkettet werden
können [7]

T = Tn ◦ . . . ◦ T1. (12)

Das ermöglicht eine Vortransformation bevor die Daten
das Netz trainieren. Die VAE-Trainingsdaten sind im
Vergleich zu den originalen Admittanzdaten individuell
an jeder Frequenz auf das Intervall zwischen [0, 1] trans-
formiert. Die Transformation ist analytisch (und analy-
tisch invertierbar) und erzeugt somit keinen unbekannten
Approximationsfehler in den Trainingsdaten. Das Inter-
vall [0, 1] erlaubt es dem Netz sigmoide Ansatzfunktio-
nen und ein ’Binary Cross Entropy’ (BCE) Fehlermaß zu
verwenden. Im Vergleich zu tanh bzw. linearen Ansatz-
funktionen und CE Fehlermaß verbessert sich die Vor-
hersagegenauigkeit deutlich.

Die zweite Anpassung gegenüber der Standardmethode
verändert den VI Regularisierungsterm in der Verlust-
funktion des VAE. Die neue Optimierungszielfunktion
beinhaltet nicht nur die Divergenz der latenten Varia-
blen, sondern bestimmt die Divergenz der Verbundver-
teilungen [3]

DKL

(
pθ(z, y)

∥∥pΨ(z, y)) . (13)

In die Verteilung pθ(z, y) geht die unbekannte Zielvertei-
lung p∗(y) ein während in pΨ(z, y) die ebenfalls unbe-
kannte approximierte Zielverteilung pΨ(y) eingeht. Die
Funktionsvorschriften der Verteilungen können nicht er-
mittelt werden. Trotzdem können Stichproben aus den
Verteilungen mit Hilfe der Simulation bzw. mit Hilfe des
VAE gezogen werden. Mit einer ausreichenden Anzahl an
Stichproben können die gebinnten (gesampelten) Vertei-
lungen verglichen werden. Anschaulicher erklärt, die Hi-
stogramme der Verteilungen werden verglichen. Für eine
ausreichend feine Auflösung ergibt sich eine sinnvolle Ap-
proximation der Divergenz.

Ergebnisse
Für die Erstellung der Ergebnisse hat ein VAE mit T =
300 Trainingsepochen und ein Adams Optimierungsan-
satz mit einer Lernrate von l = 0.01 ausgereicht. Das
gesamte Trainingsset umfasst N = 10000 Simulationsda-
ten, wovon 8000 für das Training und 2000 für das Testen
des Netzes verwendet wurden. Die Netzparameter wur-
den mit Hilfe von mini Batches zu jeweils 50 Stichproben
geupdated. Mit diesen (und in vorherigen Kapiteln erar-
beiteten) Einstellungen wurden die folgenden Ergebnisse
generiert.

Abbildung 2: Die Abbildung zeigt den Verlauf des Mittel-
werts (MW) inklusive der maximalen bzw. minimalen Admit-
tanz bei jeder Anregungsfrequenz. Die künstlichen Decoder
Daten (rot) zeigen gute Übereinstimmung mit den originalen
Daten (blau). Lediglich in Bereichen mit starker Varianz der
Daten (40− 50Hz bzw. 80− 95Hz) unterschätzt das Ersatz-
modell die Admittanzvarianz ein wenig.

Die Rekonstruktion der Admittanzverteilungen mit Hil-
fe des angepassten VAE liefert gute Ergebnisse über den
betrachteten Frequenzbereich. Die erste Abbildung zeigt
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die Mittelwerte so wie die minimale bzw. maximale Ad-
mittanzantwort für jede Anregungsfrequenz. Der Verlauf
des Mittelwerts wird sehr gut getroffen. Die Varianz der
Ursprungsdaten wird im Allgemeinen eher unterschätzt.
Die approximierte Darstellung wurde mit Hilfe des ent-
koppelten Decoder Netzwerks erstellt. Dabei wird die in
diesem Fall latente multivariate Standardnormalvertei-
lung pµ=0,σ=1(z) gesampelt und mit Hilfe des Decoders
T−1(z) in den Originalraum transformiert.

py,Ψ(y) = py,Ψ(T
−1(z)) mit z ∼ pz,µ=0,σ=1(z) (14)

Die künstlich erzeugten Stichproben haben sehr ähnliche
Charakteristika im Vergleich zu den Originaldaten. Die
Stichproben können mit Hilfe des Decoders quasi kosten-
frei gezogen werden und ermöglichen es die vorhandene
Datenbasis von Admittanzkurven mit günstigen charak-
teristisch ähnlichen Admittanzkurven zu ergänzen bzw.
zu vergrößern. Die Referenzkurve des Decoders in Abb.
2 wurde z.B. mit einem Set aus NTraining = 1000 Stich-
proben trainiert und anschließend NDecoder = 10000
mal gesampelt. Die Trainingsdauer inklusive Generie-
rung künstlicher Admittanzkurven lag dabei in etwa bei
t ≈ 10s. In dieser Zeit wurde die ursprüngliche Anzahl
an Stichproben verzehnfacht.
Für eine etwas detailliertere Betrachtung der Verteilun-
gen betrachten wir nun die Einzelverteilungen an be-
stimmten Frequenzen. Anschaulich beschrieben verlaufen
die Verteilungen (Histogramme) in der obigen Abbildung
entlang vertikaler (Frequenz-)Linien.

Abbildung 3: Vergleich von Histogrammen aus originalen
und rekonstruierten Daten. Das Histogramm wurde für die
Anregungsfrequen von f = 70Hz erstellt.

Die Histogramme sind sehr ähnlich und bestätigen die
guten Rekonstruktionseigenschaften des Decoders aus
der (dimensions-)reduzierten Darstellung s. Abb. 2.

Zusammenfassung
In dieser Arbeit wurde gezeigt, dass das probabilisti-
sche Verhalten der strukturdynamischen Admittanz ei-
ner Autokarosserie mit Hilfe eines angepassten VAE gut
angenähert werden kann. Es wurde gezeigt, dass die
künstlich erstellten Admittanzkurven des Decoders die
Charakteristiken des ursprünglichen Modells teilen. Das

Training des VAE benötigt nur eine begrenzte Anzahl
an Trainingssimulationen. Für weiterführende Methoden,
die zusätzliche Simulationsauswertungen benötigen kann
die Datenbasis sehr günstig künstlich vergrößert werden.
Das reduziert den Simulationsaufwand drastisch.
Die verallgemeinerte Betrachtung als Normalizing Flow
(mit einer zusätzlichen analytischen Transformation vor
dem Training) und die angepasste Zielfunktion haben die
Vorhersagegenauigkeit erheblich verbessert.
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