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Einleitung

Die akustische Ereignisdetektion (AED, engl.: sound
event detection) ist ein grundlegende Aufgabenstellung
zur Beschreibung von Audioaufnahmen aus Doménen
wie Sprache, Musik, Umweltgerduschen und Bioakustik
[1]. Sie umfasst zuerst eine zeitliche Segmentierung ei-
ner Audioaufnahme in eine Menge von Klangereignissen
(sound events) und anschliefilend deren Klassifikation in
bestimmte Gerduschklassen. AED ist einerseits verwandt
mit der akustischen Szeneklassifikation, bei der eine Au-
dioaufnahme holistisch betrachtet wird und einer von
mehreren Szeneklassen zugeordnet wird [2] und anderer-
seits dem Audio-Tagging, bei dem lediglich die hérbaren
Klangklassen in einer Audioaufnahmen erkannt werden,
ohne diese zeitlich genau zu lokalisieren. Grundlage fiir
AED ist immer eine vordefinierte Taxonomie, die ein Vo-
kabular von Klangklassen festlegt.

Im ersten Teil dieses Beitrages werden zuerst grund-
legenden Verarbeitungsschritte eines AED-Algorithmus
dargestellt. Der Fokus liegt hierbei auf AED Verfahren,
in denen tiefe neuronale Netzwerke (deep neural net-
works) zum FEinsatz kommen, da diese dem aktuellen
Stand der Technik entsprechen. Im zweiten Teil werden
konkrete Anwendungsszenarien von AED Algorithmen
in den Bereichen Music Information Retrieval, Umwelt-
gerduschanalyse, der Analyse stédtischer Klangszenarien,
Bioakustik sowie der industriellen Audioanalyse beschrie-
ben, deren spezifische Herausforderungen beschrieben so-
wie verfiigbare Forschungsdatensitze erlautert. Zum Ab-
schluss werden aktuelle und zukiinftig relevante For-
schungsansiitze zur weiteren Verbesserung von AED-
Verfahren beschrieben.

Verarbeitungsschritte eines AED Algo-
rithmus

Um ein grundlegendes Verstdndnis der Funktionsweise
von AED Algorithmen zu vermitteln, werden im Folgen-
den die typischen Verarbeitungsschritte nach Virtanen
et al. [3] dargestellt.

Merkmalsextraktion

Als erster Schritt erfolgt eine Mermalsextraktion (fea-
ture extraction), in welcher Audiosignale in geeignete
Darstellungsformen umgewandelt werden, die eine leich-
tere Erkennung und Klassifikation von Klangereignis-
sen ermoglicht. Typischerweise geschieht dies in Form
einer Zeit-Frequenz-Transformation wie z.B. das Mel-
Spektrograms, welches die Energieverteilung eines Au-
diosignales in unterschiedlichen Mel-Frequenzbéndern er-
mittelt. Viele Gerdusche lassen sich so anhand ihrer ty-
pischen spektralen Zusammensetzung aus transienten,
harmonischen und rauschhaften Komponenten erken-

nen. Es ist in der Regel sinnvoll, den groflen Dyna-
mikumfang von Umweltgeriuschen durch eine anschlie-
Bende logarithmische Magnitudenskalierung zu verrin-
gern. Das Per-Channel Energy Normalization (PCEN)-
Verfahren [4] erlaubt es, dynamische Komprimierung und
adaptive Verstirkung pro Frequenzband durchzufiihren.
Dies ermoglicht es z.B. stationédres Hintergrundrauschen
in Audiosignalen zu unterdriicken, um AED zu ver-
einfachen. Wenn eine sogenannte end-to-end learning-
Strategie verfolgt wird, wird der Merkmalsextraktions-
schritt iibersprungen und die Audiosamples direkt als
Eingangsdaten eines tiefen neuronalen Netzwerkes ge-
nutzt.

Label-Kodierung und Modelltraining

Die Grundlage fiir das Training eines AED-Modells ist
ein Datensatz, in denen Klangereignisse aus allen zu er-
kennenden Geréduschklassen annotiert sind. Hierbei wird
die zeitliche Aktivitdt aller Klassen als bindre Matrix
mit der selben zeitlichen Auflésung wie die dazugehorige
Merkmalsmatrix kodiert. Fiir das AED-Modell werden
heutzutage meist direkte oder rekurrente Faltungsnetz-
werke (convolutional neural networks - CNN, convolutio-
nal recurrent neural networks - CRNN) genutzt. Diese
Architekturen bestehen konzeptionell aus einem vorde-
ren Teil (front-end), in dem typische spektrale Muster
durch eine Verkettung von mehreren Faltungsschichten
gelernt werden, und einem hinteren Teil (back-end), in
dem die im ersten Teil berechnete interne Représentation
des Eingangssignal (embeddings) durch mehrere direkt
verbundene (CNN) oder rekurrente (CRNN) Schich-
ten in individuelle Erkennungswahrscheinlichkeiten aller
Gerauschklassen umgewandelt werden. Neben den CNN-
und CRNN-Architekturen nutzen aktuelle Publikation
Transformernetzwerke [5, 6], welche auch Grundbaustei-
ne von groflen Sprachmodellen wie GPT-4 sind und im
Vergleich zu CRNNs einen grofieren zeitlichen Kontext
fiir die Modellierung von Klédngen nutzen kénnen.

Anwendungsszenarien

Nach einer generellen Beschreibung der einzelnen Verar-
beitungsschritte eines AED-Algorithmus werden in die-
sem Abschnitt fiinf beispielhafte Anwendungsszenarien
skizziert.

Musik

Die Erkennung von Klangereignissen in Musikaufnah-
men stellt die Grundlage fiir eine Vielzahl von Aufga-
benstellungen im Bereich der automatischen Musikana-
lyse (Music Information Retrieval) dar. In der Musik-
transkription ist neben dem zeitlichen Beginn und der
Dauer besonders die Schitzung der Tonhohe einer ge-
spielten oder gesungenen Note essenziell [7]. Im Gegen-
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satz dazu versuchen Algorithmen zur Instrumentenerken-
nung anhand der Klangfarbe (Timbre) unabhiingig der
Tonhohe auf das gespielte Instrument zu schlieflen [8].
In der rhythmischen Analyse von Musikstiicken erfolgt
z.B. eine Taktschlagerkennung (beat tracking) anhand ei-
ner statistischen Auswertung der Anfangszeiten aller ge-
spielten Noten (onsets) [9]. Neben der hohen klanglichen
Variabilitédt, die durch Gesang oder durch verschiede-
ne Instrumentalspieltechniken erzielt werden kénnen, be-
steht die grofite Herausforderung in Musiksignalen in der
Uberlagerung von Klingen. Ursachen hierfiir sind z.B.
geteilte Obertonfrequenzen von Einzelténen in konsonan-
ten Intervallen, aber auch die hohe zeitliche Kohérenz
von Instrumenten in einem Ensemble, welche ein gemein-
sames Metrum nutzen.

Umwelt- und Alltagsgeriusche

Im Bereich der Umweltgerdusche liegen die Forschungs-
schwerpunkte sowohl auf der eingangs erwéhnten aku-
stischen Szenenanalyse als auch auf der Erkennung be-
stimmter Klangereignisse. Alltdgliche Umgebungen sind
sowohl durch statische als auch bewegte Klangquellen ge-
kennzeichnet, deren emmitierte Gerdusche im Gegensatz
zu Musikaufnahmen zeitlich eher inkohérent auftreten.
Es besteht ein direkter Zusammenhang zwischen dem Vo-
kabular an Klédngen, die wir wahrnehmen, und der aku-
stischen Szene, in der wir uns befinden [10].

Urbane Klangszenarien

Besonders im stddtischen Bereich gibt es je nach Tages-
zeit eine sehr hohe Larmbelastung, die z.B. durch Bau-
stellen oder Verkehrslarm ausgelost werden. Beispielan-
wendungen fiir die Klanganalyse in urbanen Umgebun-
gen sind die Erkennung und Klassifikation von Klanger-
eignissen, die fiir die lokale Larmbelastung hauptsachlich
verantwortlich sind [11], die Erkennung und Klassifi-
kation von Fahrzeugen zur Verkehrsiiberwachtung [12]
und die akustische Uberwachung von Baustellen, um be-
stimmte Prozessphasen zu iiberwachen [13].

Bioakustik

In der Bioakustik erméglicht die akustische Ereignisde-
tektion Tierlaute zu erkennen und diese der entsprechen-
den Spezies zuzuordnen. Da diese Laute verschiedene
Funktionen von Paarungsrufen bis hin zur Warnung vor
Fressfeinden erfiillen, zeigen sie eine sehr grofie klang-
liche Variabilitdt. Ein relevantes Einsatzszenario von
AED-Algorithmen besteht in der automatisierten Habi-
tatsiiberwachung, um Populationsbestéinde systematisch
zu iiberwachen [14]. Gerade hier stellen akustische Sen-
soren eine kostengiinstige Alternative zu etablierten ka-
merabasierten Verfahren dar. Autarke akustische Senso-
ren (passive acoustic monitoring, PAM) erlauben einer-
seits eine energieeffiziente Langzeitaufnahme von Audi-
odaten, verwenden dafiir jedoch oft Mikrofone mit ein-
geschriinkter Qualitéit [15]. Je nach Aufnahmeort fithren
unterschiedliche Hintergrundgeréusche und lokale raum-
akustische Bedingungen dazu, dass sich die akustischen
Eigenschaften der Aufnahmen von verschiedenen Sen-
sorpositionen stark unterscheiden. Daher sind besonders
im Bereich Bioakustik die Robustheitsanforderungen an
AED-Algorithmen sehr hoch.
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Industrielle Klangszenarien

Im Bereich der industriellen Audioanalyse (Industrial
Sound Analysis) gibt es eine Vielzahl von Anwendungs-
feldern, die von der vorausschauenden Wartung und Pro-
zessiiberwachung bis hin zur inline und end-of-line Qua-
litdtskontrolle reichen [16, 17, 18]. Besonders in Fabrik-
hallen gibt es oft sehr laute Hintergrundgeréusche, welche
eine robuste Erkennung von subtilen Klangdnderungen
von Maschinen stark erschweren. Um mégliche fehlerbe-
haftete Maschinenzustiande zu erkennen, koénnen diese als
akustische Anomalien betrachtet werden [19]. Im Gegen-
satz zum iiberwachten Lernen liegen hier nur Trainings-
daten fiir den Normalzustand einer Maschine vor. Wie
genau der Anomaliezustand klingt, ist also vorher dem
Erkennungsalgorithmus nicht bekannt. In vielen Szenari-
en wird eine Echtzeit-Analyse des Audiosignals gefordert,
was die mogliche Komplexitit der AED-Modelle weiter
einschrankt.

Ausblick

Abschlieflend sollen in diesem Abschnitt drei Forschungs-
gebiete skizziert werden, die grofles Potential fiir die
zukiinftige Verbesserung von AED-Algorithmen haben.

Netzwerkarchitekturen

Das audio spectrogram transformer (AST)-Modell [5] ad-
aptierte erstmals die Transformer-Architektur aus der
Sprach- und Bildverarbeitung auf die Analyse von Au-
diodaten. Die Leistungsfahigkeit dieses Modells konnte
durch verbesserte Regularisierungstechniken wie patch
out [6] sowie die Anwendung von selbst-iiberwachtem
Lernen [20] weiter erhoht werden.

Ein weiterer Trend ist die Entwicklung effizienterer
Netzwerkstrukturen, die geringeren Speicherbedarf und
kiirzere Inferenzzeiten erméglichen [21]. Ein alternati-
ver Ansatz ist die gezielte Verkleinerung von neuronalen
Netzwerken durch Pruning- und Quantisierungsansétze
[22].

Alternative Lernstrategien bei Datenknappheit
Das Training von tiefen neuronalen Netzen, die modernen
AED-Algorithmen zu Grunde liegen, benttigt in der Re-
gel grofle Datenmengen. In vielen der hier diskutierten
Anwendungsfiillen sind jedoch nur unzureichend anno-
tierte Audiodaten vorhanden. Mogliche Griinde hierfiir
sind z.B., dass die Annotation von horbaren Tierarten in
Audioaufnahmen Expertenwissen erfordert und dass de-
fekte Maschinen oder Produkte in der industriellen Fer-
tigung per se selten vorkommen. Es gibt eine Reihe von
Lernstrategien um dieser Datenknappheit zu begegnen.

Transferlernen (transfer learning) erméglicht es, die er-
lernten Parameter eines vortrainierten neuronalen Netz-
werkes als Ausgangspunkt fiir den Trainingsprozess zu
nutzen und fiir die neue Aufgabenstellung anzupassen
(fine-tuning). Die grundlegende Hypothese besteht dabei
darin, dass das vortrainierte Modelle (sog. deep audio em-
beddings) bereits eine geeignete Signalreprisentationen
erlernt haben, die fiir eine neue Klassifikationsaufga-
be genutzt werden koénnen. Fiir das Vortraining wer-
den meist sehr grofie Datensétze wie AudioSet [23] oder
FSD50k [24] genutzt, die bereits eine sehr grofie Anzahl
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verschiedener Klangklassen abbilden [25]. Beispielhaft
seien hierbei drei vortrainierte Modelle genannt, welche
frei verfiighar sind: Die OpenL3-Embeddings [26] wur-
den mittels selbstiiberwachtem Training (self-supervised
learning) trainiert, indem ein CNN die Korrespondenz
zwischen Audio- und Videoinhalten lernen musste. Im
Gegensatz dazu wurden die PANN- [27] und PaSST-
Embeddings [6] mittels tiberwachtem Lernen auf dem
AudioSet trainiert und nutzen dafiir eine CNN- bzw. ei-
ne Transformerarchitektur. Das Few-Shot Learning be-
schreibt einen Ansatz, um Prédiktionen iber Schallereig-
nisse bestimmter Klassen nur anhand einer sehr geringen
Menge von Trainingsbeispielen zu machen. Hierbei wird
oft das bereits beschriebene Transferlernen genutzt, um
auf bereits gelernte Audiorepresentationen aufbauen zu
konnen.

Domain Adaptation fiir Robuste AED

Wie bereits fiir den Anwendungsfall der automati-
schen Habitatsiiberwachung diskutiert sind AED-
Verfahren, die auf tiefen neuronalen Netzwerken
basieren, oft sehr sensitiv gegeniiber Anderungen
in der akustischen Aufnahmekette. Sogenannte
Doménenadaptierungsverfahren  (domain adaptation)
versuchen diese Anderungen moglichst zu kompensieren,
um so die zu klassifizierenden Klangeigenschaften von
den Aufnahmebedingungen zu entkoppeln. Hierbei
werden z.B. verschiedene globale oder frequenzbandbe-
zogene Normalisierungsansitze sowohl auf die Trainings-
als auch auf die Testdaten angewandt [28, 29]. Auch eine
dynamische Selbstadaption eines AED-Verfahrens an die
lokalen akustischen Gegenbenheiten wére bei genannten
Ansétzen in Zukunft denkbar.
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