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Einleitung

Klassische Ansétze der Sprach- und Worterkennung ba-
sieren darauf, dass die verwendeten Erkennungsalgorith-
men in einem Vorverarbeitungsschritt anhand von Re-
ferenzdaten auf die zu erkennenden Lautfolgen trainiert
werden. Dieser Trainingsschritt ist einerseits zeitaufwen-
dig und stellt andererseits signifikante Anforderungen an
die Verfiigbarkeit von Trainingsdaten. In dieser Arbeit
wird ein uniiberwachter Ansatz, der mit Hilfe von aus
der Musikerkennung abgeleiteten Methoden eine Erken-
nung kurzer Wortfolgen innerhalb von Audioaufnahmen
gesprochener Sprache ermdoglicht, vorgestellt. Da fiir die-
ses Vorhaben klassische MFCC Audiomerkmale unzurei-
chend geeignet sind, wird auf einen von Skowronski ent-
wickelten Ansatz [2] zur Generierung von Human Factor
Cepstral Coefficients (HFCC) aufgebaut. In einer Evalua-
tion anhand des Kiel-Korpus gesprochener Sprache wer-
den zwei verschiedene Matchingstrategien, das Diagonal
Matching und das Subsequence-DTW (Dynamic Time
Warping) auf ihre Tauglichkeit zur Phrasendetektion un-
tersucht und deren Leistungsfahigkeiten miteinander ver-
glichen.

Merkmalsextraktion

Fiir alle der im Folgenden beschriebenen Ansétze ist von
grundlegender Bedeutung, die zu verarbeitenden Sprach-
signale jeweils in Folgen von Merkmalen zu iiberfiihren,
deren zeitliches Verhalten — sprecherunabhéingig —
mit der enthaltenen Lautfolge korreliert. Experimente
zeigen, dass gebrauchliche klassische Sprachmerkmale,
wie insbesondere MFCCs, hierfiir nicht optimal geeig-
net sind. Bei dem Verfahren zur Extraktion der hier
betrachteten HFCC-ENS-Merkmale wird ein zu analy-
sierendes Audiosignal prinzipiell wie im Falle der klas-
sischen MFCC-Berechnung verarbeitet. Ein Eingangs-
signal wird durch eine STFT in Blocke von 20 ms
Lange und einer Schrittweite von 10 ms zerteilt, wo-
bei fiir jeden Fourier-Vektoren das logarithmische Am-
plitudenspektrum in 40 mel-skalierte Bénder eingeteilt
wird, welche durch anschliefende DCT dekorreliert wer-
den. Zusitzlich zu der auf die Lautheitswahrnehmung
angepassten Mel-Skala, verwenden HFCCs, als weitere
unabhéngige Parameter, beziiglich der kritischen Band-
breiten der menschlichen Horwahrnehmung (Bark-Skala
gemessen in Equal Rectangular Bandwidth, ERB) an-
gepasste Bandbreiten. Unter Verwendung eines Ansat-
zes aus [1] wird nach der HFCC-Filterung und vor der
abschlieenden Kosinustransformation eine Statistikbe-
rechnung durchgefiihrt. Hierbei werden einerseits durch
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Tiefpassfilterung zeitliche Kurzzeitstatistiken iiber die
einzelnen Bander der HFCC-Filterbank bestimmt und
andererseits eine Quantisierung der einzelnen Merkmals-
vektoren durchgefiihrt. Die resultierende Merkmalsfolge
wird schliefllich in der Abtastrate reduziert, was durch
die vorhergehende Statistkbildung zu rechtfertigen ist.
Es resultieren die sogenannten HFCC-ENS-Merkmale,
die durch die Wahl der Breite des Durchlassbereichs des
Tiefpassfilters und des Downsampling-Faktors bzgl. ihrer
Zeitauflosung und Schrittweite parametrierbar sind. Eine
detailierte Beschreibung zur Merkmalsextraktion wird in
[3] gegeben. Abbildung 1 veranschaulicht die Prozessket-
te zur HFCC-ENS Generierung.
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Abbildung 1: Ablauf der Extraktion von HFCC-ENS-
Merkmalen

Ahnlichkeitsmatrizen

Nachdem zwei zu vergleichende Audiosignale z und y in
zwei Folgen von Merkmalsvektoren transformiert wur-
den, werden zur Erzeugung einer Ahnlichkeitsmatrix
alle Merkmale paarweise miteinander verglichen. Hier-
bei entsteht an der Position (4,j) ein aus dem Ver-
gleich des i¢-ten und j-ten Merkmalsvektor resultieren-
den Ahnlichkeitswert d;;, der hier, nach geeigneter Nor-
mierung der Merkmalsvektoren als das Kosinusmafl de-
finiert ist. Ahnliche Sprachphrasen fithren zum Auftre-
ten sichtbarer, anndhernd diagonaler Pfade in der Ma-
trix. Vergleicht man ein Audiosignal mit sich selbst ent-
lang der Hauptdiagonale, so ist die Ahnlichkeit maximal,
da dort jeder Merkmalsvektor mit sich selbst verglichen
wird. Abbildung 2 veranschaulicht eine aus HFCC-ENS
Merkmalen generierte Selbstédhnlichkeitsmatrix, die aus
dem Vergleich eines Audiosignals mit sich selbst entsteht.
Das Audiosignal handelt von einem Gespréch drei ver-
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schiedener Personen mit sich wiederholenden Sétzen bzw.
Teilsdtzen. Beim Phrasenmatching geht es nun darum, ei-
ne kurze Phrase z innerhalb einer (langen) Audioaufnah-
me y zu erkennen. Grob gesprochen duflert sich das Auf-
treten der Phrase x innerhalb von y im Auftreten eines
annidhernd diagonalen Pfads in der zugehorigen |y| x |x|-
dimensionalen Ahnlichkeitsmatrix. Auf welche Weise sich
Pfadstrukturen aus der Ahnlichkeitsnmatrix extrahieren
lassen, wird im Folgenden dargestellt.

Abbildung 2: Selbstdhnlichkeitsmatrix

Diagonal Matching

Beim Diagonal Matching wird zur Phrasendetektion
die diagonale Pfadstruktur dhnlicher Lautfolgen ausge-
nutzt. Nach Erzeugung der Ahnlichkeitsmatrix berech-
net man das Ahnlichkeitsma A indem man iiber al-
le Diagonalen aufsummiert. Als AhnlichkeitsmaB wird
hierbei der Kosinus der Winkels verwendet. Eine aus
dem AhnlichkeitsmaB resultierende Ahnlichkeitskurve
gibt den Grad der Ubereinstimmung der Phrase mit je-
der Position der Merkmalsdatenbank an. Ahnliche Ab-
schnitte duflern sich durch lokale Maxima, die sich vom
restlichen Verlauf hervorheben.

Subsequence DTW

Im allgemeinen sind durch zeitliche Langenunterschiede
von verschiedenen Realisierungen derselben Phrase kei-
ne echten Diagonalen in der Ahnlichkeitsmatrix gege-
ben. Um die aus zeitlicher Verzerrung resultierenden
Pfadstrukturen extrahieren zu koénnen, wird das Prin-
zip des Dynamic Time Warpings (DTW) angewendet.
Hierbei wird die Menge der zuléssigen Pfade durch die
Matrix gegeniiber dem Diagonal Matching (wo nur Dia-
gonalschritte vom Typ (1,1) zuléssig sind) durch Anga-
be einer Menge S von zuldssigen Schritttypen erweitert.
Gilt beim klassischen DTW S = {(1,0),(0,1),(1,1)}
, so stellt sich fiir das Phrasenmatching die Wahl von
S ={(2,1),(1,2),(1,1)} als geeignet heraus. Die Treffer-
menge leitet sich dann aus diejenigen Pfaden ab, deren
Kostensummen die héchsten Ahnlichkeitswerte liefern.
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Evaluation

Zur systematischen Evaluation wurden basierend auf
dem Kiel-Korpus von 12 Sprechern (6 weiblich, 6
ménnlich) jeweils zehn kurze Phrasen konkateniert, wor-
aus eine Datenbank von insgesamt 120 Phrasen und ei-
ner Lange von 5:41 Minuten entsteht. Die Phrasenldngen
liegen zwischen drei und sechs Wortern bzw. vier und
zehn Silben. Die Anfragen setzen sich aus den ersten drei
Phrasen der 12 Sprecher zusammen. Zur Suche in der
Datenbank wird die aus einer der Phrasen gewonnene
Merkmalsfolge mit der gesamten Datenbank verglichen.

Ergebnisse

Abbildung [3] fasst die systematische Evaluation durch
ein Precision-Recall-Diagramm zusammen, wobei fiir je-
de Anfrage die jeweils ersten 20 Treffer ausgewertet wur-
den. Es ist zu erkennen, dass die mittels Subsequence
DTW durchgefithrte Phrasendetektion bessere Ergebnis-
se liefert als die auf Diagonal Matching basierte Metho-
de. Bei genauerer Betrachtung der Ergebnisse stellt man
fest, dass ein Teil der Falschklassifizierungen, unter Ver-
wendung von Diagonal Matching auf zeitliche Diskrepan-
zen zuriick zu fithren sind. Gleiche Phrasen wurden von
verschiedenen Sprechern unterschiedlich schnell gespro-
chen. Im Gegensatz dazu konnten durch den Subsequence
DTW genau solche Ungleichméfigkeiten abgefangen wer-
den.
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Abbildung 3: Mittlere Precision- und Recall-Werte bzgl. der
Phrasendetektion
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