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Einleitung

Im Vergleich zu menschlicher Spracherkennung ist die au-
tomatische Erkennung von Sprache (automatic speech reco-
gnition, ASR) wenig leistungsfdhig. Grofle Unterschiede
zwischen Mensch und Maschine zeigen sich nicht nur in
Anwesenheit extrinsischer Storeinfliisse (wie z.B. Storspre-
cher oder Hintergrundrauschen), sondern auch bei intrinsi-
schen Variabilititen, die mit dem Sprachsignal selbst
assoziiert sind. In dieser Studie soll die Robustheit von ASR-
Systemen gegeniiber intrinsischen Faktoren von Sprache
(Anderungen der Sprechrate, des Sprechaufwands und —stils)
quantifiziert und analysiert werden.

Fiir diese Analyse werden Experimente sowohl mit spektro-
temporalen Gabormerkmalen [1, 2, 3] als auch mit den héu-
fig eingesetzten Mel-Frequency Cepstral Coefficients
(MFCCs) durchgefiihrt. Als Sprachdatenbank wird der Ol-
denburger Logatomkorpus [4] verwendet, der Phonemtri-
plets enthélt, die in den oben genannten intrinsischen
Variabilitdten aufgenommen wurden.

Zusitzlich wird untersucht, ob ASR-Systeme, die die ge-
nannten Merkmalstypen verwenden, zur Modellierung
menschlicher Sprachperzeption geeignet sind. Dazu werden
die Fehlermuster beider Merkmalstypen mit Ergebnissen aus
Sprachverstiandlichkeitstest mit normalhdrenden Versuchs-
personen verglichen.

Gabormerkmale

Bei Gabormerkmalen handelt es sich um ASR-Merkmale,
durch die spektro-temporale Muster aus Signalen extrahiert
werden konnen. Dazu werden spektro-temporale Gaborfilter
verwendet, die sich aus einer komplexen Eulerfunktion und
einer Hanningeinhiillenden zusammensetzen. Beispiele fiir
Gaborfilterfunktionen, deren Parameter mit einem automati-
schen Suchverfahren bestimmt wurden, sind in Abb. 1 dar-
gestellt. Zu diesen Parametern zdhlen die Ausdehnung in
Zeit- und Frequenzrichtung, die Mittenfrequenz f. des Fil-
ters, sowie die spektrale und temporale Modulationsfre-
quenz.

Zur eigentlichen Berechnung der Merkmale wird eine Zeit-
Frequenz-Représentation (in diesem Fall ein Mel-
Spektrogramm) eines Signals mit einer komplexen 2D-
Gaborfunktion gefiltert. AnschlieBend wird der Realteil,
Imaginérteil oder Betrag des Filterergebnisses gebildet.
Durch Selektion des entsprechenden Frequenzkanals f. erhalt
man eine Merkmalskomponente pro Zeitschritt und Filter.
Die Filterselektion, die mit dem ,,Feature Finding Neural
Network® ausgefiihrt wurde, ist in [3] beschrieben.
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Abbildung 1: Realteil von Gabor-Filterfunktionen, die zur
Extraktion spektro-temporaler Muster verwendet wurden.
Die neun abgebildeten Funktionen sind eine Teilmenge des
eingesetzten Filtersets mit insgesamt 80 Filtern. Durch ge-
eignete Parameterwahl kann eine rein spektrale Modulati-
onsfilterung (&hnlich zur MFCC-Berechnung), eine rein
temporale oder eine spektro-temporale Filterung erfolgen.
Die Erkennungsexperimente mit Gabormerkmalen wurden
mit einem Tandemsystem [5] durchgefiihrt; die Merkmale
werden dabei als Eingangsdaten fiir ein nichtlineares neuro-
nales Netz verwendet, das eine Phonemklassifikation durch-
fihrt. Die S56-dimensionalen Phonemklassenvektoren fiir
jeden Zeitschritt werden dann zum Training und Test eines
Hidden Markov Models verwendet (siehe Abschnitt ,,Auto-
matischer Spracherkenner*).

Sprachdatenbank

Die ASR-Experimente wurden mit dem Oldenburg Logato-
me Corpus (OLLO) durchgefiihrt [4]. Die Datenbank enthilt
150 verschiedene nonsense-AuBerungen (sog. Logatome),
die von insgesamt 50 Sprechern aufgenommen wurden.
Diese bestehen aus einer Kombination von Vokal-
Konsonant-Vokal (VCV) oder Konsonant-Vokal-Konsonant
(CVC), wobei die duBeren Phoneme jeweils identisch sind.

Um den Einfluss sprachintrinsischer Variabilititen untersu-
chen zu konnen, wurde jedes Logatom in den Varianten
Jaut’, leise’, ,langsam’, ,schnell’ sowie ,fragend’ und
,normal’ aufgenommen. Zusitzlich zu zehn hochdeutschen
Sprechern enthédlt OLLO Aufnahmen von je zehn Sprechern
aus Ostfriesland, Bayern, Westfalen und dem franzosisch-
sprachigen Teil von Belgien. Fiir ein verbessertes Training
von akustischen Modellen bei ASR wurde jedes Logatom
dreimal aufgenommen. Insgesamt enthdlt OLLO iiber
130.000 Logatome und Séitze; die Datenbank ist fiir Lehre
und Forschung kostenlos unter der Adresse http://medi.uni-
oldenburg.de/ollo verfiigbar.
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Automatischer Spracherkenner

Fiir die ASR-Experimente wurde ein Hidden Markov Model
mit drei Zustdnden und acht GauBischen Mixtures pro Zu-
stand eingesetzt. Das System wurde so konfiguriert, dass
Erkennungsfehler nur fiir das mittlere Phonem auftreten
konnten, um die Vergleichbarkeit mit frilher durchgefiihrten
Sprachverstandlichkeitsmessungen [4] zu gewahrleisten.

Sowohl das Training als auch der Test des sprecherunabhén-
gigen ASR-Systems wurde mit unverrauschter Sprache aus
der OLLO-Datenbank durchgefiihrt. Das Trainingsmaterial
enthielt normal gesprochene AuBerungen von sechs Spre-
chern ohne Dialekt (drei médnnliche und drei weibliche Spre-
cher). Fiir das Testmaterial wurden die Daten von zwei
ménnlichen und zwei weiblichen Sprechern mit den o. g.
Variabilititen und der Referenzkondition (normal gespro-
chene AuBerungen) verwendet.

Die Gabormerkmale wurden wie o.a. berechnet und zu-
néchst mit einem neuronalen Netz verarbeitet. Die resultie-
renden 56-dimensionalen Vektoren wurden durch das HMM
klassifiziert. Die MFCC-Merkmale wurden mit der rastamat-
Toolbox fiir Matlab generiert. Die verwendeten Merkmals-
vektoren hatten 39 Komponenten (13 cepstrale Koeffizienten
mit zusétzlicher erster und zweiter numerischer Ableitung).

Modellierung menschlicher Sprachperzeption

Um zu untersuchen, ob ASR-Systeme prinzipiell geeignet
sind, um Phonemerkennungsraten aus menschlichen Sprach-
verstdndlichkeitstests zu modellieren, wurden die Phonem-
fehlerraten von Mensch und Maschine miteinander
verglichen. Dazu wurden Daten aus Phonemverstindlich-
keitsmessungen mit sechs Versuchspersonen [4], die mit der
OLLO-Datenbank bei einem SNR von -6.2 dB gemessen
wurden, verwendet. Zum Vergleich wurden sowohl die Re-
sultate aus dem oben beschriebenen ASR-Experiment heran-
gezogen, als auch Daten, bei denen das Sprachmaterial
(Training und Test) mit einem stationdren Rauschen mit
sprachdhnlichem Langzeitspektrum verrauscht wurden.

Ergebnisse und Zusammenfassung

Beziiglich der Modellierung der menschlichen Sprachper-
zeption ergeben sich die hochsten Korrelationen, wenn hu-
man speech recognition (HSR) bei einem SNR von -6.2 dB
und ASR-Daten bei 3.8 dB verglichen werden. Die Korrela-
tion zwischen ASR mit MFCCs und HSR ist dabei etwas
hoher als die Korrelation, die fiir Gabormerkmale bestimmt
wurde (ryrcc = 0.78 p < 0.001; 7Gapor = 0.65, p < 0.001). Die
untersuchten Merkmalstypen sind zur Modellierung mensch-
licher Sprachperzeption in Standard-ASR-Systemen also
prinzipiell geeignet. Die beobachteten Korrelationen sind
tiber die untersuchten sprachintrinsischen Variabilititen
konsistent. Verbesserungsmoglichkeiten durch Modifikatio-
nen der ASR-Trainingsprozedur werden in zukiinftigen Ex-
perimenten untersucht.

Tabelle 1 zeigt Phonemfehlerraten, die mit Gabor- und
MFCC-Merkmalen erzielt wurden. Die niedrigsten Fehlerra-
ten, die fiir beide Merkmalstypen in einem &hnlichen Be-
reich liegen, ergeben sich erwartungsgemdf3 fiir die
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Referenzkondition ,normal’. Der relative Anstieg der Fehler-
raten durch intrinsische Variabilititen liegt im Durchschnitt
bei iiber 50 %. Wahrend MFCC-Merkmale bei Variation der
Sprechrate geringere Fehlerraten produzieren, sind Gabor-
merkmale besser geeignet, um Sprache der Kategorien ,laut’
und ,fragend’ zu klassifizieren. Fiir diese Variabilitdten ist
die Phonemfehlerrate gegeniiber den MFCCs um ca. 25 %
reduziert. Die Experimente zeigen, dass MFCC- und Ga-
bormerkmale unterschiedliche Sensitivitidt gegeniiber den
untersuchten Variabilitdten aufweisen und daher teilweise
komplementére Information tragen. Deren Kombination
birgt das Potential, um weitere Verbesserungen von ASR zu
erzielen.

Tabelle 1: Phonemfehlerraten fiir die untersuchten Merk-
malstypen. Wahrend mit Gabor- und MFCC-Merkmalen fiir
die Referenzkondition ,normal’ vergleichbare Ergebnisse
erzielt werden, ergeben sich bei Sprachvariationen deutli-
che Unterschiede.

Variabilitit ASR-Merkmal

MFCC Gabor

Schnell 31,7 34,4
Langsam 24,8 30,4
Laut 44,1 32,7
Leise 33,0 33,6
Fragend 40,8 29,4
Normal 22,0 21,4
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