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Zusammenfassung

Automatische  Spracherkennungssysteme  gewinnen
schnell an Verbreitung und sind unter giinstigen akusti-
schen Bedingungen inzwischen sehr zuverléssig. Sobald
aber zeitvariante Storungen oder Nachhall auftreten,
verlieren sie schnell an Erkennungsrate und sind daher

meist nicht sinnvoll fiir Freisprechanwendungen in
beliebigen Rdumen nutzbar.
Zur Optimierung der Erkennerleistung in proble-

matischen Umgebungen bieten allerdings sogenannte
Uncertainty-of-Observation-Techniken ein grofies Poten-
tial. Diese Methoden betrachten die Sprachmerkmale
nicht als bekannt, sondern sehen in den extrahierten
Merkmalsvektoren lediglich eine gestorte Version der
sauberen Merkmale. Durch Schétzung und Verwendung
der Merkmalsunsicherheit - der Schitzfehlervarianz nach
Vorverarbeitung und Merkmalsextraktion - kénnen die-
se Verfahren deutliche Gewinne in der Robustheit ge-
geniiber Umgebungseinfliissen erzielen.

In diesem Ubersichtsbeitrag werden aktuelle Techniken
zur Spracherkennung unter Merkmalsunsicherheit vorge-
stellt, wobei neben bekannten Verfahren wie dem Un-
certainty Decoding oder Significance Decoding auch eine
unsicherheitsgesteuerte Dimensionsreduktion - die Noi-
se Adaptive Linear Discriminant Analysis - betrachtet
wird.

Einleitung

Abbildung 1 zeigt einen typischen Aufbau eines Sprach-
erkennungssystems.
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Abbildung 1: Blockdiagramm.

Hier werden als Ergebnis einer statistischen Sprachsi-
gnalvorverarbeitung oft nur Punktschitzungen an die
nachfolgende Erkennerstufe weitergeleitet. Im Gegen-
satz dazu erfolgt die Anbindung zwischen Signalver-
arbeitung und Mustererkennung bei den sogenannten
Uncertainty-of-Observation- Techniken iiber ein breiteres
Interface: Dabei kénnen, wie in Abb. 2 gezeigt, neben den
Schétzwerten fiir die sauberen Sprachmerkmale auch die
Varianzen dieser Schétzung iibermittelt werden.

Es gibt prinzipiell zwei Arten, diese Merkmalsunsicher-
heiten im Decoder zu verwenden:

e zur Anpassung der Likelihood-Berechnung, die pro
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Abbildung 2: Blockdiagramm unter Verwendung von Merk-
malsunsicherheiten.

Frame die akustischen Beobachtungsvektoren mit
den Modellen jedes Erkennerzustands abgleicht

e und zur Anpassung der Merkmalsberechnung.

Beide Varianten kénnen das in Abb. 3 gezeigte Modell
verwenden, um die Erzeugung der unsicheren Merkma-
le zu beschreiben. Dabei bezeichnet & den in der Vor-
verarbeitung (z.B. Storgerduschreduktion) geschitzten
Merkmalsvektor, von dem im folgenden angenommen
wird, das er eine erwartungstreue Schétzung des saube-
ren Sprachsignals darstellt. ¥; wird als Merkmalsunsi-
cherheit bezeichnet und sollte selbst eine moglichst gute
Schéatzung der Schétzfehlervarianz von & darstellen.
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Abbildung 3: Modell der Beobachtungsunsicherheiten.

Modifizierte Likelihood-Berechnung

Zur modifizierten Likelihood-Berechnung kommen eine
Reihe von Methoden in Frage, beispielsweise:

e Uncertainty Decoding (UD) [1] marginalisiert iiber
alle moglichen Werte der sauberen Merkmale gege-
ben die gestérten Merkmale und deren Unsicherheit.

e Modified Imputation (MI) [2] liefert als zustands-
abhéngige Neuschédtzung der Beobachtungsvekto-
ren eine Maximum-Likelihood-Kombination aus
Modellwissen und unsicherer Beobachtung. Diese
Neuschéitzung =, wird dann im Zustand ¢ als
Punktschétzung zur Berechnung der Likelihood ver-
wendet.

e Significance Decoding (SD) [3] schétzt nicht
nur Z, neu, sondern bestimmt auch dessen
Schétzfehlervarianz ¥; 4, und verwendet beides ge-
meinsam als zustandsabhéngige, unsichere Beobach-
tung fiir eine Marginalisierung. So wird der Tatsa-
che Rechnung getragen, dass auch die modellbasierte
Schiitzung nicht als fehlerfrei angenommen werden
kann.



Tabelle 1 zeigt einige beispielhafte Ergebnisse aus [3],
die mit diesen Verfahren, sowie mit einem Standard-
Decoder (ML fiir Maximum Likelihood) in verschiede-
nen Storsituationen erzielt worden sind, wobei in einer
Kleinvokabular-Anwendung mit 52 Worten das ETSI-
Advanced Front End zur Merkmalsextraktion verwendet
wurde und die Unsicherheitsschétzung laut [4] erfolgt ist.

Tabelle 1: Modifizierte Likelihood-Berechnung, aus [3].

Stor SNR

-gerdusch | [dB] ML Ub MI SD
15 83.48 | 84.82 | 87.87 | 88.30
Babble 10 66.31 | 68.37 | 73.33 | 75.74
05 45.32 | 47.09 | 52.91 | 56.17
00 25.53 | 27.45 | 35.18 | 35.46
15 69.65 | 76.52 | 87.73 | 88.09
Weifles 10 55.04 | 64.26 | 78.30 | 78.58
Rauschen 05 42.77 | 48.79 | 65.74 | 66.45
00 30.28 | 32.41 | 50.35 | 48.94
Biiro- 15 59.93 | 62.13 | 67.02 | 67.59
larm 10 45.32 | 49.43 | 57.80 | 59.22
mit 5 29.86 | 31.49 | 37.30 | 38.01
Nachhall 0 22.77 | 23.12 | 24.54 | 24.47

Dabei wurden bei allen Modellen diagonale Kovarianz-
matrizen verwendet. Die Storgerdusche wurden kiinstlich
zu dem - im letzten Fall verhallten - Sprachsignal addiert.

Modifizierte Merkmalsberechnung

AuBlerdem kann statt der Likelihood-Berechnung auch
die Merkmalsberechnung angepasst werden. Eine Losung
dafiir bietet die Noise-Adaptive Linear Discriminant
Analysis (NALDA) [5], die in Abhéngigkeit von den
Merkmalsunsicherheiten fiir jedes Frame den diskrimi-
nativsten Unterraum des Merkmalsvektors bestimmt,
um unter Storeinfliissen eine maximal zuverlédssige
Unterscheidung zwischen den HMM-Zustinden zu
ermoglichen. Tabelle 2 zeigt fiir die Daten des CHiME-
Corpus [6] entsprechende Ergebnisse aus [5], wobei hier
die wahren quadratischen Abweichungen als Oracle-
Merkmalsunsicherheiten sowohl fiir UD als auch fiir
NALDA verwendet wurden, so dass die gezeigten Ergeb-
nisse das Potential der Methoden unter optimalen Bedin-
gungen aufzeigen.

Tabelle 2: Vergleich zwischen Maximum-Likelihood-
Decoding mit diagonalen oder vollen Kovarianzmatrizen,
Uncertainty Decoding und Noise-Adaptive LDA, aus [5].

SNR | ML Diag. ML volle Kov. UD NALDA
-6 79.9 82.6 84.6 88.6
-3 83.5 85.7 87.0 90.8
0 86.9 88.1 89.4 92.1
3 89.6 90.5 90.9 93.6
6 91.4 92.3 92.5 94.7
9 92.9 93.8 93.5 95.3

Zusammenfassung und Ausblick

Zur robusten Spracherkennung hat es sich bewihrt, aus
der Signalvorverarbeitung nicht nur eine Schiatzung des
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sauberen Sprachsignals an den Erkenner zu iibermitteln,
sondern auch die Zuverléssigkeit dieser Schiatzung. Hier-
durch lassen sich grofle Gewinne in den Erkennungs-
raten erzielen, so dass die Verwendung einer auto-
matischen Spracherkennung auch bei niedrigen Signal-
Storabstdnden sinnvoll moéglich wird. Es besteht aller-
dings weiteres Optimierungspotential, sowohl in Bezug
auf die Schétzung als auch auf die Verwendung dieser
sogenannten Merkmalsunsicherheiten. So zeigen aktuel-
le Untersuchungen, dass neben der bisher iiblichen An-
passung der Likelihood-Berechnung auch eine unsicher-
heitsgesteuerte Dimensionsreduktion zu grofien Verbes-
serungen der Erkennungsrate fithren kann, was direkt
auf die Frage einer diskriminativen Merkmalsextrakti-
on unter Beobachtungsunsicherheiten fiithrt. Eine weite-
re offene Frage ist die, wie Merkmalsunsicherheiten auch
dann geschétzt und verwendet werden kénnen, wenn die
Spracherkennungsmodelle ein angepasstes Training oder
eine Umgebungsadaption erfahren haben. Diese beiden
Zielrichtungen erscheinen vielversprechend fiir zukiinftige
Entwicklungen hin auf eine hochgradig robuste und fle-
xible Spracherkennung.
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