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Abstract

Im Rahmen des interdisziplindren Projektes WEA-
Akzeptanz werden an der Leibniz Universitdt Hannover
Messungen der Schallemission von Windenergieanlagen
durchgefiihrt. Durch die Umgebung, das Wetter oder die
Vegetation kommt es zu Stérkomponenten (Wind, Re-
gen, Vogelgezwitscher, Verkehr, ...) in den aufgenomme-
nen Signalen, welche einen Einfluss auf die nachgeschal-
teten Signalauswertungen haben konnen. Aufgrund der
Menge an Daten ist eine hidndische Identifikation der un-
gestorten Audiosignale nicht praktikabel, sodass eine au-
tomatisierte Klassifizierung der Storgerdusche erforder-
lich ist.

In diesem Beitrag wird der Messaufbau, die Methodik
zur Klassifikation sowie eine Evaluation der Klassifika-
tionsergebnisse auf Basis verschiedener Metriken vorge-
stellt. Die Ergebnisse zeigen, dass eine Machine Learning
basierte Klassifizierung von Auflenschallszenen mit mehr
als 10 unterschiedlichen Klassen grundsétzlich moglich
ist.

Einleitung

Schallmessungen an Windenergieanlagen finden im Rah-
men von Abnahmemessungen und Schallgutachten in
der Regel nur fiir kurze Zeitrdume und an definier-
ten Messpunkten statt. Im Zuge des Projektes WEA-
Akzeptanz [3] werden jedoch auch Langzeitmessun-
gen parallel an mehreren verteilten und unabhéingigen
Messstationen durchgefiihrt. Hierbei erfolgt neben der
Messung von Oktavspektren auch die Aufnahme von un-
verarbeiteten Mikrofonsignalen. Durch dieses Vorgehen
entstehen Datensétze mit mehreren Tausend Stunden an
Audiomaterial, welche im Nachhinein weiterverarbeitet
und analysiert werden miissen. In diesem Zusammen-
hang ergibt sich immer wieder das Problem, dass etwaige
Storgerdusche in den Audioaufnahmen nach Moglichkeit
nicht in Berechnungen oder Modellbildungen einfliefen
sollten. Demnach ist es wiinschenswert, sich im Vorfeld
automatisiert einen Uberblick iiber die Anteile und Arten
der Storgerdusche verschaffen zu kénnen.

Messaufbau

Die in diesem Paper verwendeten Audiodaten wur-
den iiber einem Zeitraum von acht Wochen (4.6.2018-
26.7.2018) mit voller Audiobandbreite (Samplingfre-
quenz 51,2kHz) aufgenommen. Dazu wurden drei 01dB
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DUO inkl. Primér- und Sekundéirwindschirm im (hori-
zontalen) Abstand von 154 m, 249 m bzw. 479 m zu einer
Windenergieanlage mit Getriebe der 3 MW-Klasse posi-
tioniert. Ein Uberblick iiber den Messaufbau und die ver-
wendeten Mikrofone ist in Abbildung 1 zu sehen. Neben
den Audiodaten wurden zudem Metadaten wie Anlagen-
parameter und meteorologische Messdaten erhoben.

Abbildung 1: Beispiel der akustischen Messstation zur
Langzeit-Aufnahme der Emissions-Zeitsignale von Windener-
gieanlagen (links, [3]) auf Basis des 01dB DUO (rechts).

Methodik zur Klassifikation

Zur Umsetzung der Mutli-Klassen-Klassifikation wurde
ein auf Transfer Learning bzw. Fine-Tuning basierender
Ansatz verwendet. Die moglichen Klassen lauten: Air-
craft, Bell, Bird, Cricket, Rain, Silence, Thunder, Traf-
fic, Wind und Wind Turbine. Zunéchst wurde ein Con-
volutional Neural Network (CNN) entsprechend Tabel-
le 1 auf 6ffentlich verfiigbaren Audiodaten der verschie-
denen Klassen trainiert. Die Audiodaten wurden dafiir
einem Resampling auf 48 kHz unterzogen und in Fen-
ster von 0.5s aufgeteilt; als Input Features dienten Mel-
Spektrogramme. AnschlieBend wurden einige Schichten
des trainierten Netzes eingefroren und auf gelabelten Ori-
ginaldaten der Messkampagne weitertrainiert (vgl. [1]).
Das Training wurde mithilfe des Deep Learning Frame-
works TensorFlow durchgefiihrt [2].

Evaluation der Klassifikationsergebnisse

Die Klassifikationsergebnisse wurden anhand von zwei
verschiedenen Ansiitzen evaluiert. Zun#chst wurde das
gelernte Modell klassisch auf einem dem Modell unbe-
kannten Testdatensatz ausgewertet. Die Konfusionsma-
trix dieser Auswertung ist in Abbildung 2 dargestellt. Da-
bei sind auf der Abszissenachse die pridizierten und auf
der Ordinatenachse die tatséichlichen Klassenlabel aufge-
tragen. Beispielsweise wurden 92 % aller mit dem Label



Block Eigenschaften Dimension
Input Mel-Spektrogramm (128, 47, 1)
Conv2D (3, 3)
MaxPooling (4, 2) (31, 22, 32)
Conv2D (3, 3)
BatchNorm (29, 20, 64)
Conv2D (5, 5)
MaxPooling (4, 2) (6, 8, 64)
Conv2D , D)
BatchNorm (2, 4, 128)
Flatten (1024)
Dropout 0.3
Dense ReLU (64)
Dropout 0.3
Dense softmax (10)

Tabelle 1: Architektur des verwendeten CNNs zur Schalls-
zenenklassifikation.

Aircraft versehenen Audio-Dateien als Aircraft und 8 %
als Wind Turbine klassifiziert. Man erkennt, dass acht
von zehn Klassen mit einer Klassifikationsrate von ca.
80 % korrekt klassifiziert worden sind. Lediglich die Klas-
sen Cricket und Rain wurden mit 69 % bzw. 59 % schlech-
ter klassifiziert.

Die falschen Klassifikationen der Klasse Cricket als Bird
(11 %) und Silence (20 %) sind evtl. dadurch zu erkléren,
dass sich einerseits Vogel und Grillen auf den Aufnahmen
durch ein sehr dhnliches, hochfrequentes Gerdusch aus-
zeichnen. Andererseits sind auf einigen Aufnahmen, die
durch manuelles Labeling der Klasse Silence zugeordnet
wurden, teilweise auch leise Vogel- bzw. Grillengerdusche
zu vernehmen.

Analog sind womdéglich einige Vertauschungen der Klas-
sen Wind und Wind Turbine zu begriinden. Die hohe
Anzahl an Fehlklassifikationen der Klasse Rain als Wind
Turbine ist hingegen nicht ohne Weiteres erkldrbar.

Des Weiteren wurden die Klassifikationsergebnisse ver-
schiedenen Plausibilitétstests unterzogen. Dabei ist an-
zumerken, dass die dargestellten Tests und Abbildun-
gen nicht reprisentativ fiir alle Szenarien sind und es
auch Konstellationen geben kann, die andere oder weni-
ger plausible Ergebnisse liefern.

In einer ersten Untersuchung wurden die Klassifikations-
ergebnisse unterschiedlicher Tage miteinander verglichen.
Abbildung 3 zeigt exemplarisch die Anzahl der positiven
Klassifikationen der Klasse Aircraft pro 30 Minuten an
13 verschiedenen Tagen. Die Anzahl der Klassifikationen
pro Zeitabschnitt (hier 30 Minuten) ist dabei als Farbco-
dierung dargestellt. Wie in diesem Szenario zu erwarten
ist, werden nachts weniger bis keine Flugzeuge klassifi-
ziert.

Die Abbildungen 4 und 5 zeigen die Haufigkeit an Klas-
sifikationen der verschiedenen Klassen pro Minute iiber
den Zeitraum von einer Stunde und die entsprechen-
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Abbildung 2: Konfusionsmatrix der Klassifikationsergebnis-
se auf einem Testdatensatz.
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Abbildung 3: Klassifikationsergebnisse der Klasse Aircraft
an verschiedenen Tagen. Die Farbcodierung entspricht der
Anzahl an Klassifikationen der Klasse Aircraft pro 30 Minu-
ten (max. 3600 méglich).

den Metadaten desselben Zeitraums. Als Metadaten sind
Wirkleistung und die Getriebedrehzahl der Anlage sowie
die Windgeschwindigkeit und die sog. relative Windrich-
tung dargestellt. Eine relative Windrichtung von 0° be-
deutet dabei, dass sich das Mikrofon genau im Nachlauf
der Anlage befindet.

In Abbildung 4 sind die Klassifikationsergebnisse und
Metadaten des 21.06.2018 von 08:00 bis 09:00 Uhr dar-
gestellt. Der Tag wurde gezielt zur Auswertung aus-
gewihlt, da dieser laut WetterKontor [4] mit einem Nie-
derschlag von 20,4# an einem nahe gelegenen Flug-
hafen der niederschlagreichste Tag des gesamten Mes-
szeitraums war. Die hohe Anzahl an Klassifikationen der
Klasse Rain ist deutlich zu erkennen, insbesondere in
Phasen, in denen die Windenergieanlage eine geringere
Wirkleistung/Getriebedrehzahl hat (ca. 08:10 bis 08:25
Uhr und 08:50 bis 09:00 Uhr). Die Klassifikationen der
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Abbildung 4: a) Klassifikation und b) Metadaten vom 21.06.2018 von 08:00 bis 09:00 Uhr. Die Farbcodierung entspricht der
Anzahl an Klassifikationen der entsprechenden Klasse pro Minute (max. 120 méglich).
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Abbildung 5: a) Klassifikation und b) Metadaten vom 25.06.2018 von 02:00 bis 03:00 Uhr. Die Farbcodierung entspricht der
Anzahl an Klassifikationen der entsprechenden Klasse pro Minute (max. 120 méglich).
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Abbildung 6: Klassifikation der Klassen a) Wind Turbine und b) Aircraft vom 09.06.2018 der drei verschiedenen Mikrofone.
Die Farbcodierung entspricht der Anzahl an Klassifikationen der entsprechenden Klasse pro 30 Minuten (max. 3600 moglich).
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Klasse Traffic sind nach stichprobenartiger Uberpriifung
als Fehlklassifikationen einzuordnen. In Zeiten hoher
Getriebedrehzahl wird vermehrt die Windenergieanla-
ge klassifiziert. Sowohl die Klassifikation des Regens als
auch die Korrelation der Anzahl an Windenergieanlagen-
Klassifikationen mit der Getriebedrehzahl spricht fiir ein
in dieser Hinsicht sehr plausibles Klassifikationsergebnis.

Dieser Zusammenhang von Metadaten und Klassifikati-
on ist auch in Abbildung 5 zu erkennen. Die in den er-
sten Minuten vergleichsweise hohe Drehzahl der Win-
denergieanlage ist durch eine grofie Anzahl an Klassi-
fikationen der Klasse Windenergieanlage repriisentiert.
Im weiteren Verlauf nehmen Wirkleistung und Getrie-
bedrehzahl deutlich ab und die Windenergieanlage wird
weniger bis nicht mehr erkannt. Stattdessen werden
hauptséchlich Vogel und vereinzelt Grillen klassifiziert.
Dieser Trend deckt sich mit stichprobenartigen, manuel-
len Uberpriifungen durch Anhéren.

In Abbildung 6 ist ein weiterer Plausibilitdtstest abge-
bildet. Wie im Abschnitt Messaufbau erwihnt, wurden
drei Mikrofone mit horizontalen Abstéinden von 154 m,
249m bzw. 479 m auf einer Linie zu einer Windenergie-
anlage positioniert. In Abbildung 6a) sind die Klassifi-
kationsergebnisse der Klasse Windenergieanlage und in
Abbildung 6b) die Ergebnisse der Klasse Flugzeug am
09.06.2018 fiir die drei Mikrofone abgebildet. Dabei ist
zu beachten, dass die Skalierung der Farbcodierung nicht
einheitlich ist und fiir jede Klasse auf das jeweils auftre-
tende Maximum normiert ist.

Je nach Klasse sind a priori unterschiedliche Konstellatio-
nen der Klassifikationsergebnisse der verschiedenen Mi-
krofone zu erwarten. Bei der Klasse Wind Turbine ist da-
von auszugehen, dass die Windenergieanlage mit steigen-
der Entfernung weniger deutlich bzw. seltener zu héren
ist und somit auch weniger oft klassifiziert werden sollte.
Dieses Verhalten ist in dem abgebildeten Ergebnis deut-
lich zu erkennen. Es wird fiir die verschiedenen Mikrofone
etwa zu den gleichen Zeitpunkten eine Windenergiean-
lage klassifiziert. Mit grofler werdendem Abstand nimmt
die Anzahl an Klassifikationen allerdings deutlich ab. Die
nicht vorhandenen Klassifikation der Windenergieanlage
auerhalb des Zeitraums von ca. 18:00 bis 21:30 Uhr stim-
men zudem mit den Metadaten der Anlage iiberein (nicht
abgebildet).

Bei der Klasse Aircraft hingegen sind keine gréfferen Un-
terschiede der Klassifikation in Abhéngigkeit von der Po-
sition des Mikrofons zu erwarten. Auch dieses Verhalten
spiegelt sich in den Klassifikationsergebnissen wider. Die
Anzahl der Klassifikationen pro Zeiteinheit unterschei-
den sich bei den verschiedenen Mikrofonen nur gering
und auch die sehr geringe Anzahl an Klassifikationen in
der Nacht ist plausibel.

Fazit

Die vorgestellten Ergebnisse zeigen, dass eine Machine
Learning basierte Klassifizierung von Aufenschallszenen
mit 10 unterschiedlichen Klassen grundséitzlich moglich
ist und dabei Klassifikationsraten im Bereich 59-100 %
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(durchnittlich 84 %) erzielt werden konnen. Die Plausibi-
litdtspriifungen haben ergeben, dass die Ergebnisse der
Klassifikation mit den Informationen aus den Metadaten
korrelieren. Es sind jedoch noch weitere Arbeiten not-
wendig, um die Giite der Klassifikation noch genauer be-
urteilen zu kénnen. In der Zukunft sind eine Erweiterung
des gelabelten Datensatzes sowie eine Anpassung an eine
Multi-Label-Klassifikation geplant. Des Weiteren werden
weitere Deep Learning Architekturen untersucht.
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